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1. STRESZCZENIE 

W pracy przedstawiono wyniki badań dotyczących możliwości detekcji lokalizacji źródeł dźwięku 

oraz jej skuteczności z użyciem nagrań wykonanych z użyciem sztucznej głowy z wykorzystaniem 

sztucznych sieci neuronowych. Wykorzystanie w pracy algorytmów sztucznej inteligencji oraz modelu 

sztucznej głowy wynikało z próby odwzorowania percepcji sygnałów dźwiękowych przez ludzi z wy-

korzystaniem współczesnej technologii informatycznej. W problemie odwzorowania lokalizacji źródła 

dźwięku wykorzystano metody cyfrowego przetwarzania sygnałów oraz algorytmy uczenia maszyno-

wego.  

 2. WSTĘP   

 

Algorytmy uczenia maszynowego, a także sztuczne sieci neuronowe są z niemałym powodzeniem 

wykorzystywane w wielu zagadnieniach, jak na przykład w problemie automatycznej detekcji obrazów 

[1,2]. W takim przypadku z wykorzystaniem kamery czy aparatu algorytm dokonuje klasyfikacji obiek-

tów znajdujących się na obrazie. Ponadto algorytmy uczenia maszynowego wykorzystywane są  przy 

realizacji samouczących modeli rozpoznawania mowy czy tekstu. 

 

Celem niniejszej pracy było zbadanie możliwości detekcji lokalizacji źródeł dźwięku oraz jej sku-

teczności z użyciem nagrań wykonanych z użyciem sztucznej głowy z wykorzystaniem sztucznych sieci 

neuronowych.  

Umiejętność lokalizacji źródła dźwięku przez zwierzęta i ludzi jest bardzo istotną umiejętnością. 

Pozwala ona bowiem na wskazanie kierunku interesującego nas obiektu lub natychmiastowe wskazanie 

kierunku zagrożenia. Informacja o lokalizacji źródła fali akustycznej pozwala nam na błyskawicznym 

skupieniu wzroku na zdetekowanym obiekcie. Lokalizacja dźwięku, to jest ocena z jakiego kierunku z 

jakiego fala akustyczna dochodzi, oraz informacja o odległości źródła fali akustycznej zachodzi w opar-

ciu o tak zwane czynniki lokalizacyjne [3]. Proces lokalizacji dokonywany jest na podstawie jedno-

usznego przetwarzania sygnału oraz z wykorzystaniem porównania sygnałów dochodzących do obydwu 

uszu. Czynniki lokalizacyjne zależne są od fizycznych właściwości dźwięku. Możliwa jest analiza czyn-

ników w zależności od tego, czy sygnałem jest pobudzenie sinusoidalne o stałej częstotliwości oraz 

amplitudzie (ton prosty), czy sygnał złożony o zmiennych częstotliwościach składowych oraz modulo-

wanej amplitudzie [4]. Użyteczność konkretnych czynników lokalizacyjnych zależy również od kie-

runku dochodzenia dźwięku. W płaszczyźnie horyzontalnej detekcja jest bardzo precyzyjna (sięgająca 
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dokładności 1o). Rozdzielczość lokalizacji w płaszczyźnie środkowej czy przedniej jest mniejsza (wy-

nosi około 4o). Detekcja w płaszczyźnie horyzontalnej jest dokonywana przede wszystkim z wykorzy-

staniem różnicy czasu dojścia (ITD), oraz na podstawie międzyusznej różnicy poziomów (ILD) [5]. W 

przypadku detekcji na płaszczyźnie przedniej oraz środkowej istotną informację stanowi widmo sygnału 

kształtowane przez ludzkie małżowiny oraz odbicia od torsu. 

 

 

Eksperymenty polegające na automatycznej lokalizacji dźwięku zostały przeprowadzone dla zbioru 

piętnastu różnych pozycji źródła względem głowy. W celu uniknięcia zwielokrotniania podobnych po-

miarów, źródło dźwięku umiejscowiono po lewej strony sztucznej głowy. W procesie cyfrowego prze-

twarzania sygnałów akustycznych oraz w implementacji sztucznej sieci neuronowej wykorzystany zo-

stał język Python wraz z modułami Numpy (odpowiedzialnym za obliczenia numeryczne), Scipy 

(przetwarzanie sygnałów) oraz Keras i Tensorflow (realizacja implementacji sztucznej sieci neurono-

wej). Wybór języka Python został podyktowany ze względu na jego duże możliwości obliczeniowe, jak 

i dużą liczbę wysokiej jakości implementacji narzędzi matematycznych, które zostały pod tym kątem 

odpowiednio zoptymalizowane. 

 

2. PRZYGOTOWANIE SYGNAŁÓW TESTOWYCH 

Niezwykle ważny elementem badań stanowiło przygotowanie sekwencji sygnałów, która była od-

twarzana przez źródło. Aby możliwa była analiza transmitancji całego systemu elektroakustycznego, na 

samym początku sekwencji umieszczony został sygnał sinusoidalny o logarytmicznie przestrajanej czę-

stotliwości. Do trenowania sieci, a także jej testowania jej skuteczności, wykorzystano sygnały, mowy 

oraz sygnały muzyczne. 

 

Rysunek 1 Widmo przykładowego sygnału muzycznego używanego do trenowania sieci. 

Jako źródło fali akustycznej zastosowano urządzenie głośnikowe. Rysunek 2 przedstawia schemat 

połączeń toru elektroakustycznego wykorzystanego w celu przygotowania sygnałów testowych. 
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Rysunek 2 Schemat połączeń podczas nagrywania próbek testowych 

 

 

3. REALIZACJA SZTUCZNEJ SIECI NEURONOWEJ 

 

Model sztucznej sieci neuronowej używany do lokalizacji źródła dźwięku zaimplementowano opar-

ciu o bibliotekę Keras. Biblioteka ta, wykorzystuje z kolei pakiet Tensorflow. Liczba neuronów w war-

stwie wejściowej stworzonej sztucznej sieci neuronowej jest determinowana poprzez zadaną liczbę cech. 

Z kolei liczba neuronów w warstwie wyjściowej określona jest poprzez liczbę klas, tj. Liczbę pozycji 

źródła względem sztucznej głowy. 

Stworzona na potrzeby tej pracy sieć posiadała 6 neuronów w warstwie wejściowej oraz 15 neuro-

nów w warstwie wyjściowej. Role funkcji aktywacji neuronów warstwy wyjściowej pełniła funkcja so-

ftmax. Liczba warstw ukrytych, a także ich rozmiar zostały dobrane w sposób empiryczny. W tym celu 

przeprowadzono szereg eksperymentów obliczeniowych mających na celu poprawę skuteczności mo-

delu.  Model w swej ostatecznej formie posiada dwie warstwy ukryte, z których każda zawiera 64 neu-

rony. Rolę funkcji aktywacji pełnił tangens hiperboliczny. 

Pomiędzy każdą z warstw ukrytych, znajdowała się warstwa typu drop-out. Dla pierwszej warstwy 

drop-out wartość współczynnika wynosiła 0,1, natomiast wartość drugiego współczynnik wynosiła 0.3. 

4. MODEL SYSTEMU AUTOMATYCZNEJ LOKALIZACJI  

 

Jednym z elementów prezentowanej pracy było opracowanie algorytmu pozwalającego na estymację 

międzyusznej różnicy poziomów, jak i międzyusznej różnicy czasu dojścia. Wartość, którą wzorowano 

na ILD obliczono jako różnicę wartości skutecznej sygnału zarejestrowanego przez ucho lewe oraz war-

tości skutecznej sygnału zarejestrowanego przez ucho prawe. Implementacji algorytmu dokonano z wy-

korzystaniem języka Python. Listing omawianej funkcji przedstawiony jest na Rysunku 3. W omawia-

nym algorytmie dokonywana jest normalizacja wartości skutecznej obu sygnałów, przy czym czynione 

jest to względem sygnału odbieranego przez ucho lewe. Proces normalizacji przeprowadzono ze 

względu na późniejsze przetwarzanie wartości przez blok aktywacji w sztucznym neuronie. 
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Rysunek 3. Implementacja funkcji ILD dla dwóch sygnałów wejściowych. 

 

5. PODSUMOWANIE 

 

 

Stworzenie modelu oraz symulacja systemu lokalizacji źródła dźwięku w przestrzeni z wykorzysta-

niem sztucznych sieci neuronowych i metod cyfrowego przetwarzania sygnałów pozwoliło na detekcję 

kierunku z bardzo dużą - osiągającą niemal 90% - skutecznością. 

Ukształtowanie głowy oraz małżowin usznych, w znaczny sposób wpływa na transmitancję toru, 

dzięki czemu możliwe jest rozróżnienie kierunku z jakiego dochodzi fala akustyczna. 

Detekcja lokalizacji źródła dźwięku przez algorytm z wykorzystaniem sztucznej głowy, jest możliwa 

do realizacji dla wybranych założeń. 

Pomimo wpływu transmitancji całego zestawionego toru elektroakustycznego poprzedzającego 

sztuczną głowę, udało się dokonać analizy istotnych cech sygnału oraz przeprowadzić ewaluację sztucz-

nej sieci neuronowej. 

Istotnym problemem wynikającym z wykorzystania sztucznych sieci neuronowych, jest konieczność 

wykonania bazy sygnałów testowych; wiąże się to z dużym nakładem czasu na przygotowanie ciągu 

uczącego oraz jego rejestrację w warunkach rzeczywistych, z wykorzystaniem sztucznej głowy. 

 

 

LITERATURA 

[1] Nowell, D. & Nowell, P.W.. (2019). A machine learning approach to the prediction of fretting 

fatigue life. Tribology International. 141. 105913. 10.1016/j.triboint.2019.105913. 

[2] Karkanis, Stavros & Magoulas, George & Theofanous, N. (2000). Image recognition and neu-

ronal networks: Intelligent systems for the improvement of imaging information. Minimally in-

vasive therapy & allied technologies : MITAT : official journal of the Society for Minimally 

Invasive Therapy. 9. 225-30. 10.1080/13645700009169652. 

[3] Bronkhorst, Adelbert. (1995). Localization of real and virtual sound sources. Journal of the 

Acoustical Society of America. 98. 10.1121/1.413219. 



XVIII Sympozjum Nowości w Technice Audio i Wideo 

 

5 

[4] Majdak, Piotr & Goupell, Matthew & Laback, Bernhard. (2010). 3-D Localization of Virtual 

Sound Sources: Effects of Visual Environment, Pointing Method, and Training. Attention, per-

ception & psychophysics. 72. 454-69. 10.3758/APP.72.2.454. 

[5] Dobrucki A., Pruchnicki P., and Plaskota P. System for high speed measurement of head-related 

transfer function. 2012. 

 

LOCALIZATION OF SOUND SOURCES USING ARTIFICIAL NEURAL NETWORKS 

The paper presents the results of research concerning the possibility of sound source localization detection and 

its effectiveness with the use of recordings made with artificial head with the use of artificial neural networks. The 

use of artificial intelligence algorithms and artificial head model in the work resulted from an attempt to reproduce 

the perception of sound signals by people using modern information technology. In the problem of the mapping 

of sound source location, digital signal processing methods and machine learning algorithms were used. 


