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Celem pracy jest przygotowanie algorytmu do automatycznego układania kolejności utworów 

muzycznych i zgrywającego je do postaci jednego, długiego miksu. Algorytm dobiera utwory na 

podstawie podobieństwa fragmentów końcowych i początkowych utworów. Podobieństwo to jest 

obliczane za pomocą odległości Euklidesowej pomiędzy wektorami parametrów obliczonymi przez 

autoenkoder oraz na podstawie analizy skupień (ang. data clustering). Taki sposób ułożenia utwo-

rów pozwala na zapewnienie ciągłości listy. Jakość wyników jest weryfikowana za pomocą testów 

odsłuchowych poprzez porównanie automatycznie generowanych list z listami ułożonymi w sposób 

losowy. 

1. WPROWADZENIE 

Wraz ze wzrostem popularności serwisów streamingowych i udostępnianymi listami odtwarzania 

utworów muzycznych przedstawianymi użytkownikom serwisu wyznaczanie kolejności utworów w 

tego typu listach jest bardzo istotnym elementem ich funkcjonowania i popularności. Najczęściej stoso-

wane metody tworzenia list utworów opierają się na analizach statystycznych, u podstaw których leżą 

metody eksploracji dużych zbiorów danych opisujących muzyczne preferencje użytkowników. Szeroko 

stosowaną metodą łączenia utworów jest mechanizm „filtracji społecznościowej” (ang. collaborative 

filtering). Są to metody, które należą do technik tzw. zbiorowej filtracji oraz metod eksploracji danych. 

Metody te mogą niestety powodować, że utwory artystów mało znanych nie pojawią się nigdy na wy-

sokim miejscu listy odtwarzania. Alternatywą dla takiego podejścia może być wykorzystanie sztucz-

nych sieci neuronowych. Pozwalają one na przeprowadzenie inteligentnej analizy posiadanej bazy da-

nych utworów muzycznych. Porządek utworów jest określany na przykład na podstawie analizy 

parametrów utworów obliczonych dla ich początkowych i końcowych fragmentów, które następnie są 

dopasowywane na podstawie odległości pomiędzy nimi. Jednym z paradygmatów uczenia maszyno-

wego, które może być szczególnie przydatne w tym celu jest uczenie głębokie. Jest ono szczególnie 

przydatne między innymi w takich obszarach jak rozpoznawanie głosu, obrazu czy też przetwarzanie 

języka naturalnego. Odbywa się to poprzez wykorzystanie nowych technik uczenia sieci i nowych ar-

chitektur połączeń sztucznych neuronów, potrafiących między innymi w automatyczny sposób dokony-

wać ekstrakcji parametrów ze zbioru uczącego podanego na wejście algorytmu. Dlatego głębokie ucze-

nie nadaje się do takich zadań, jakim jest m.in. automatyczne układanie list odtwarzania.  

Celem niniejszej pracy jest przedstawienie procesu automatycznego układania list utworów z wyko-

rzystaniem uczenia głębokiego. Weryfikację jakości tworzonych list odtwarzania sprawdzono 
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przeprowadzając testy odsłuchowe, w czasie których badani porównywali listy stworzone przez algo-

rytm z listami przygotowanymi przez generator liczb losowych. Uzyskane wyniki zweryfikowano za 

pomocą testów statystycznych. 

2. AUTOMATYCZNE UKŁADANIE LIST MUZYCZNYCH 

Problem automatycznego tworzenia list odtwarzania jest często podejmowany, m.in. z uwagi na bar-

dzo rozwinięte platformy streamingowe. Bardzo popularną funkcjonalnością jest zapewnienie użytkow-

nikowi specjalnie dla niego przygotowanych list utworów, które są dopasowane są do siebie nastrojem, 

tempem lub zawierają pozycje, które mogą wpasować się w upodobania muzyczne użytkownika, biorąc 

pod uwagę inne odtwarzane utwory i kontekst przypisanego do nich albumu muzycznego. Problem au-

tomatycznego tworzenia list odtwarzania pojawia się w literaturze badawczej głównie ze względu na 

fakt [7], iż nie znaleziono rozwiązania dającego w pełni satysfakcjonującą efektywność. Głównym po-

wodem takiego stanu rzeczy jest subiektywność postrzegania muzyki. Jednak obecnie listy takie można 

tworzyć za pomocą uczenia maszynowego (w tym uczenia głębokiego, np. za pomocą sieci neurono-

wych typu autoenkoder[2]). Dlatego warto ten temat zgłębiać przy zastosowaniu również tego typu na-

rzędzi i algorytmów.  

Oord van den A., Dieleman S., Schrauwen B. w swojej pracy [22] wykorzystali bazę danych One 

Milion Songs [4] oraz dwa główne podejścia w obszarze MIR (Music Information Retrieval), czyli po-

zyskanie lokalnych cech sygnału fonicznego oraz wykorzystanie uczenia głębokiego. Obliczono 13 

współczynników MFCC (Mel-Frequency Cepstral Coefficients, mfcc) z sygnału przy segmentacji na 

okna wielkości 1024 próbek, odpowiadającym 23 ms przy szybkości próbkowania równej 22,05 kHz. 

Ponadto obliczono różnice pomiędzy parametrami mel-cepstralnymi pierwszego i ostatniego rzędu, uzy-

skując łącznie 39 parametrów. Następnie wytrenowano słownik 4000 elementów za pomocą algorytmu 

K-średnich i przypisano wszystkie wektory MFCC do najbliższej średniej. Dla każdego utworu obli-

czono, ile razy pojawiła się dana średnia. Dane te zapisano do wektora, który wykorzystuje model „bag-

of-words”. Następnie wykorzystano sieci głębokie, które wytrenowano na trzech sekundach utworu wy-

branych w sposób losowy. Autorzy przywołanej pracy zaobserwowali, że wiele aspektów dotyczących 

rekomendacji utworów charakteryzuje się subiektywnym podejściem, ale niektóre cechy mogą być 

przewidziane na podstawie sygnału fonicznego. Innym rozwiązaniem jest praca z 2017 opisująca algo-

rytm automatycznego DJa [13]. Stworzone rozwiązanie w pełni automatyczny sposób tworzy listy od-

twarzania na podstawie narzuconego zbioru utworów. Zapewnia również płynne przejście pomiędzy 

kolejnymi utworami. Parametry sygnału, wykorzystane do wyboru kolejnego utworu, są ekstrahowane 

za pomocą metod wykorzystujących sieci głębokie wytrenowane do rozpoznawania gatunku muzycz-

nego. Kolejnym rozwiązaniem, które można znaleźć w literaturze w kontekście automatycznego rozpo-

znawania muzyki jest wykorzystanie kilku klasyfikatorów, w tym modelu sieci generatywnych z siecią 

przeciwstawiającą się [6]. Jako narzędzie parametryzacji wykorzystano w tym przypadku sieć neuro-

nową. Stworzone zostały dwa systemy, jeden oparty na sztucznych sieciach neuronowych, gdzie zbio-

rem danych była baza GTZAN [8][21]) i drugi wykorzystujący sieci splotowe - w tym przypadku zbio-

rem danych była baza Latin Music Database [14]) Wykorzystano klasyfikator bazujący na lasach 

losowych (ang. Random Forest) w celu zbadania skuteczności tych dwóch różnych klasyfikacji. Stwier-

dzono, że lepszą skuteczność rozpoznawania muzyki uzyskano dla rozwiązania wykorzystującego sieci 

splotowe.  

Przytoczone algorytmiczne techniki układania list utworów muzycznych mogą znaleźć swoje zasto-

sowanie przede wszystkim w aplikacjach związanych z rozrywką. Przykładem takiego zastosowania 

może być radio – zarówno to klasyczne, jak i internetowe. Innym możliwym zastosowaniem jest auto-

matyczne układanie list utworów muzycznych stanowiących podkład dla interaktywnej rozrywki, takiej 

jak na przykład gry komputerowe. W takim przypadku muzyka musi nie tylko być ułożona w logiczny 
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sposób, ale także odpowiadać i wzmacniać efekt artystyczny tworzony przez grę i jej stronę wizualną 

oraz narracyjną [19]. 

3. ZAŁOŻENIA PROJEKTOWE 

Zaprojektowanie algorytmu doboru utworów muzycznych wymaga podzielenia tego procesu na 

kilka etapów. Częstym wyborem jest wykorzystanie algorytmów heurystycznych, w tym - sieci neuro-

nowych. Najpierw konieczne jest zidentyfikowanie zbioru danych, który stanowić będzie podstawę dla 

trenowania sieci, następnie konieczny jest wybór i opracowanie metod wstępnego przetwarzania da-

nych. Konieczne jest także określenie według jakich reguł sieć taka - zgrubnie - powinna się kierować 

w procesie układania list. Wybór ten będzie rzutować na dokładny wybór algorytmu, który najlepiej 

będzie dopasowany właśnie do preferowanego sposobu układania list utworów muzycznych [16]. 

Wraz ze zwiększeniem wykorzystania sieci neuronowych i uczenia maszynowego w obszarze aku-

styki muzycznej można znaleźć obecnie wiele baz danych muzycznych, z których większość jest ogól-

nie dostępna i darmowa. W związku z tym, że projektowany algorytm wykorzystuje do działania nie-

przetworzone utwory muzyczne, zrezygnowano z baz dostarczających wektory parametrów, do których 

zalicza się m.in. bardzo popularna baza The Milion Songs Dataset [1]. Dla uzyskania zadowalających 

efektów treningu, rozważano zbiory danych, które zapewnią dużą ilość danych, które są jednocześnie 

zróżnicowane. Właśnie dlatego wybrano jedną z pierwszych baz utworów, jakie zostały stworzone, a 

mianowicie bazę GTZAN [8], [21]. Podzielona jest ona na dziesięć gatunków muzycznych: blues, mu-

zykę poważną, country, disco, hiphop, jazz, metal, pop, reggae i rock. W każdym gatunku przygotowano 

sto 30-sekundowych fragmentów.  

Pozyskany w taki sposób sygnał muzyczny musi być poddany procesowi parametryzacji, czyli wy-

odrębnienia cech (zwanych także parametrami). Często cechy te mogą one być wykorzystywane np. do 

klasyfikacji gatunku muzycznego. Dobór parametrów ma znaczący wpływ na efektywność opracowy-

wanego algorytmu. Przykładowo, ważne jest, aby poszczególne składowe wektora nie były ze sobą sko-

relowane, gdyż może potencjalnie negatywnie wpłynąć to na efekty osiągane z pomocą uczenia maszy-

nowego, np. poprzez obniżenie skuteczności klasyfikacji gatunku muzycznego, czy znajdowanie mniej 

podobnych do siebie utworów muzycznych [3]. Wektor parametrów może zawierać parametry czasowe, 

częstotliwościowe, jak również parametry statystyczne czy tzw. dedykowane, bowiem należy pamiętać, 

że zawartość wektora jest dobierana bezpośrednio do potrzeb algorytmu. Grupa parametrów czasowych 

jest wyznaczana na podstawie postaci czasowej sygnału, natomiast parametry częstotliwościowe wy-

znaczane są na podstawie estymacji widma sygnału [10]. Duża część tych parametrów została zdefinio-

wana w standardzie MPEG 7 [15]. W przypadku parametrów częstotliwościowych bardzo często ko-

nieczne jest zdefiniowanie podpasm częstotliwościowych, w których wyznaczany będzie dany 

parametr. Parametry obliczone na podstawie sygnałów muzycznych mogą posłużyć na przykład do ukła-

dania utworów z danej bazy w optymalnej kolejności odsłuchu. 

Listy takie nie są tworzone tylko i wyłącznie na własne potrzeby użytkowników portali streamingo-

wych [20] czy osób słuchających muzyki. Stanowią one podstawę pracy realizatorów emisji czy redak-

torów pracujących w rozgłośniach radiowych, DJów, jak również osób przygotowujących oprawę mu-

zyczną uroczystości czy innych wydarzeń. Listy odtwarzania są wykorzystywane w różnych obszarach, 

np. w trakcie zakupów w sklepie. Odpowiednia muzyka wpływa na nastrój klienta i może podświadomie 

spowodować, że kupujący dokona większych zakupów niż zamierzał. Skupiając się głównie na tworze-

niu oprawy muzycznej do audycji radiowych, wydarzeń czy w pracy DJa, należy zauważyć, że ważnym 

elementem, który trzeba wziąć pod uwagę przy tworzeniu listy jest pora dnia, w czasie której będzie ona 

odtwarzana [2], [5]. Muzyka do audycji radiowych wybierana jest w taki sposób, aby w czasie emisji 

nocą utwory były dość stonowane, rezygnuje się z mocnych np. metalowych brzmień. W czasie, kiedy 

najwięcej osób słucha radia – w czasie drogi do pracy, przerwy obiadowej czy w drodze do domu 
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wybiera się muzykę zdecydowanie bardziej dynamiczną i energiczną. Wyjątkami od tych reguł są au-

torskie audycje, często muzyczne, w czasie których redaktorzy dobierają muzykę zgodnie z wybranym 

przez siebie tematem. Duża liczba portali i aplikacji streamingowych [20] pozwala na tworzenie list 

odtwarzania i dzielenie się nimi z wszystkimi użytkownikami. Dostępne są więc playlisty tworzone do 

odtwarzania w konkretnej sytuacji. W czasie ich tworzenia rezygnuje się z wcześniej przytoczonych 

reguł przyjętych w rozgłośniach radiowych, DJów czy osoby tworzące oprawę muzyczną do uroczysto-

ści. W przypadku list przygotowanych do odtwarzania w konkretnym celu przy wyborze utworów kie-

ruje się tylko ich dynamiką i nastrojem. Przykładowo lista odtwarzania stworzona do słuchania w czasie 

treningu będzie skupiała się na utworach szybkich i dynamicznych, często rockowych. Natomiast lista 

przygotowana w celu wyciszenia i odpoczynku będzie zawierała utwory jazzowe lub klasyczne; często 

muzykę instrumentalną [2], [5]. 

 W niniejszej pracy do układania list utworów muzycznych wykorzystana została sieć neuronowa o 

strukturze autoenkodera. Pozwala ona na nienadzorowaną naukę parametryzacji podanego na jej wejście 

zbioru wartości. Często w procesie nauki tego zadania sieć jest w stanie zidentyfikować zależności po-

między danymi, w tym zidentyfikować podobieństwa pomiędzy przykładami podanymi na jej wejście. 

Do tego celu szczególnie nadaje się algorytm autoenkodera wariacyjnego, który może być wykorzysty-

wany także jako algorytm generatywny. W prezentowanym algorytmie autoenkoder wykorzystany jest 

do identyfikowania tych parów utworów, dla których zakończenie pierwszego utworu i zakończenie 

drugiego utworu są do siebie podobne. Algorytm układania utworów muzycznych wykorzystuje autoen-

koder jako metodę parametryzacji utworów muzycznych. Algorytm analizuje z jego pomocą 10-sekun-

dowe fragmenty początków i końców utworów znajdujących się w bazie. Proces dopasowania utworów 

polega na obliczeniu odległości Euklidesowej między wartościami odpowiadającymi końcowi aktualnie 

analizowanego utworu, a wartościami początków dostępnych utworów. Efektem działania skryptu jest 

pliki tekstowy z zapisanymi ścieżkami utworów ułożonymi w obliczonej przez skrypt kolejności oraz 

plik w formacie m3u, który pozwala na odtworzenie ułożonych utworów zapisanych w kolejności po-

krywającej się z plikiem tekstowym w odtwarzaczu multimedialnym. 

4. ARCHITEKTURA SIECI NEURONOWEJ (AUTOENKODERA WARIACYJNEGO) 

Jak już wcześniej wspomniano, do wyznaczenia kolejności utworów na listach odtwarzania wyko-

rzystano autoenkoder wariacyjny. Jedną z jego cech jest dążenie do umieszczania w przestrzeni repre-

zentacji podobnych fragmentów muzyki blisko siebie, co jest zgodne z algorytmem układania list utwo-

rów muzycznych, który jako zasadę swojego działania wykorzystuje umieszczanie obok siebie 

podobnych do siebie zakończeń i początków utworów. Ten specyficzny sposób układania punktów w 

przestrzeni decyzyjnej wynika między innymi z zastosowania dystansu Kullbacka-Leiblera w funkcji 

straty wykorzystywanej w trakcie treningu sieci. Architektura przygotowanej sieci działa dla konkret-

nych danych wejściowych, z których część została dobrana tak, aby zgodna była z bazą danych, która 

stanowi zbiór uczący [8]. Algorytm przetwarza monofoniczne pliki zapisane w formacie wav, dla któ-

rych szybkość próbkowania wynosi 22 050 Hz.  Dane przeznaczone do wprowadzenia na wejście au-

toenkodera przeliczane są na mfcc-gramy o długości 10 sekund (co odpowiadało długości 512 próbek) 

i rozdzielczości 40 współczynników mel-cepstralnych, obliczone wartości znormalizowano do zakresu 

od -1 do 1. Autoenkoder składa się z dwóch części – kodera, który dokonuje przekształcenia mfcc-

gramu na wektor reprezentacji o długości 40 współczynników i dekoder, który rekonstruuje mfcc-gram 

na podstawie wynikowych wektorów uzyskiwanych z kodera. W trakcie tworzenia architektury sieci 

sprawdzano jakość dekodowania, jaka została uzyskana na wyjściu autoenkodera. Poniżej na rysunkach 

4.1 i 4.2 przedstawiono strukturę, dla której uzyskano najlepsze wyniki.  

Drugą ważną cechą autoenkodera wariacyjnego jest fakt, że koder posiada dwa wyjścia. Takie roz-

wiązanie jest spowodowane tym, że zamiast konkretnych wartości reprezentacji, koder zwraca rozkład 
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prawdopodobieństwa wartości reprezentacji powiązanych z mfcc-gramem na jego wejściu. Koder ten 

na swoim wyjściu generuje dwa wektory, jeden z nich reprezentuje wartości średnie, a drugi wariancje. 

Opisują one rozkład wartości składowych wektora losowego, którego realizacja następnie stanowi wej-

ście dekodera. Funkcja straty wykorzystywana w trakcie treningu składa się z kolei z dwóch sumowa-

nych ze sobą elementów. Pierwszym z nich jest wspomniany wcześniej dystans Kullbacka-Leiblera po-

między rozkładem występowania punktów kodowanych przez koder a równomiernym rozkładem 

punktów co pozwala właśnie na wymuszenie takiego rozkładu punktów w przestrzeni reprezentacji. 

Drugim składnikiem funkcji straty jest błąd rekonstrukcji mfcc-gramu na wyjściu względem oryginału 

przekazanego na wejście. Bardziej szczegółowy opis działania autoenkoderów wariacyjnych może być 

znaleziony w licznych publikacjach literaturowych [4], [13]. 

 

 

Rysunek 4.1 Struktura enkodera 

 

Rysunek 4.2 Struktura dekodera 

Ostatnim etapem realizacji algorytmu układającego listy odtwarzania jest skrypt, który wykorzystuje 

stworzone przez autoenkoder wektory parametrów. Dla każdego utworu generowany jest wektor skła-

dający się z 40 wartości będących reprezentacją jego początkowego fragmentu o długości 20 sekund. 

Analogiczny wektor generowany jest dla końcowego fragmentu utworu.  Następnie obliczana jest odle-

głość Euklidesowa pomiędzy końcem a początkiem kolejnego utworu w 40-wymiarowej hiperprze-

strzeni utworzonej przez parametry zwracane przez autoenkoder. Końcowym wynikiem działania 

skryptu są dwa pliki, jeden tekstowy z zapisanymi ścieżkami do utworów, drugi w formacie m3u po-

zwalający na odtworzenie listy w odtwarzaczu multimedialnym. 

5. TESTY SUBIEKTYWNE 

Celem zweryfikowania efektów, jakie uzyskano za pomocą stworzonego skryptu przeprowadzono 

ankietę internetową, w której respondenci udzielali odpowiedzi po wysłuchaniu dostarczonych przykła-

dów na własnym sprzęcie. Odpowiedzi wraz z podstawowymi informacjami o ankietowanym i wyko-

rzystywanym przez niego sprzęcie były zbierane automatycznie do arkusza kalkulacyjnego. Badania 

zostały wykonane w kilku grupach odbiorców różniących się płcią, wiekiem, wykształceniem oraz do-

świadczeniem w branży audio. Możliwe było również rozróżnienie wyników pod względem warunków 

odsłuchowych. Test odsłuchowy polegał na subiektywnej ocenie stworzonych list odtwarzania. Przygo-

towano 5 zestawów list, w których jedna stworzona była przez algorytm, a druga wylosowana genera-

torem liczb losowych. W celu ułatwienia zadania postanowiono wybrać utwory, które są dość popularne 
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lub dobrze reprezentujące dany gatunek muzyczny. W uwagi na fakt, iż celem testu jest sprawdzenie, w 

jakim stopniu koniec jednego utworu łączy się z początkiem kolejnego, wycięto 15-sekundowe frag-

menty z początku i końca każdego utworu i połączono je we właściwych kolejnościach.  

Test zaprojektowano w oparciu o zalecenia standardu ITU-R BS 1284-1 [11]. Każdy lista zawiera 

osiem utworów, a odsłuchanie jednego zestawu (listy ułożonej przez algorytm, drugiej w losowej ko-

lejności) trwa około 8,5 minuty. Oprócz przygotowanych zestawów zapewniono badanym możliwość 

odsłuchania całych list przez zapewnienie linków do list odtwarzania stworzonych na platformie You-

Tube. Ankietowani poproszeni byli o porównanie tego, w jakim stopniu dopasowane są do siebie po-

czątki i końce utworów. Przedstawiony materiał oceniany był za pomocą zmodyfikowanej skali z zale-

cenia standardu ITU-R BS 1284-1 [11]. Do wyboru możliwe były następujące opcje: 

• -2 utwory na liście I są lepiej ułożone, 

• -1 utwory na liście I są trochę lepiej ułożone, 

• 0 utwory na obu listach są dobrze ułożone, 

• 1 utwory na liście II są trochę lepiej ułożone, 

• 2 utwory na liście II są lepiej ułożone. 

 

Postanowiono zmniejszyć stopnie w skali porównawczej podanej w zaleceniu, aby ułatwić badanym 

proces podejmowania decyzji i możliwie skrócić czas trwania testu, którego odsłuchanie zajmowało 

około 45 min. Sama długość testu nie była ograniczana i ankietowani mogli odsłuchiwać listy dowolną 

liczbę razy. Pierwszą listę zawsze stanowiła lista stworzona przy pomocy algorytmu. Respondenci nie 

posiadali informacji o tym, która lista jest listą stworzoną przez algorytm, a która losowa. Poinformo-

wani byli jednak, że zawsze jedna lista jest stworzona przez wylosowanie utworów generatorem liczb 

losowych, a druga przez stworzony algorytm, który dobiera utwory, dopasowując ostatnie 10 sekund do 

pierwszych 10 sekund kolejnego utworu. Wybierając utwory do list odtwarzania, oprócz tego, że w 

większości wybierano kompozycje uważane za popularne, dobierano je również tak, aby pomimo tego, 

że lista jest krótka, miała zróżnicowaną dynamikę, tematyka miała możliwość stopniowej zmiany, a 

utwory nie zawierały się tylko w obrębie jednego gatunku muzycznego lub bardzo do niego zbliżonych. 

W badaniu łącznie udział wzięły 24 osoby: 6 kobiet i 18 mężczyzn. Szczegóły zebrane na temat bada-

nych przedstawiono na rysunku 5.1. 

 

Rysunek 5.1 Wykresy przedstawiające dane zebrane o badanych, tj. o wykształceniu, doświadczeniu w 

branży audio, wykształceniu muzycznym, ubytku słuchu i warunkach odsłuchowych. 
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6. WYNIKI TESTÓW SUBIEKTYWNYCH 

Efektem przeprowadzonych ankiet było pozyskanie zbioru 24 odpowiedzi oceniających listy w skali 

dyskretnej, całkowitoliczbowej od -2 (preferowana jest lista stworzona przez algorytm) do 2 (prefero-

wana jest lista stworzona przez generator liczb losowych). Do analizy statystycznej wykorzystano test 

Kruskala-Wallisa, oraz test 𝜒2.  Wszystkie wnioski zostały oparte o założenie, że poziom istotności ma 

standardową wartość wynoszącą 0,05. Test Kruskala-Wallisa został wybrany z tego względu, że dla 

wszystkich rozpatrywanych przypadków nie były spełnione założenia pozwalające na zastosowanie te-

stu ANOVA [20]. Sprawdzenie dokonane zostało testem Levene’a (równości wariancji) i Shapiro-Wilka 

(na normalność ocen) [20]. Test Shapiro-Wilka był przeprowadzany dla każdego zestawu ocen oddziel-

nie, więc w jego przypadku zastosowano poprawkę na wielokrotne testowanie (metodą Simesa-

Hochberga). W celu implementacji testów wykorzystano język Python i pakiet SciPy [12].  

Pierwszą analizę przeprowadzono na całym zbiorze badanych, nie dzieląc ankietowanych zgodnie z 

ich wykształceniem czy doświadczeniem w branży audio. Analiza przeprowadzona została za pomocą 

testu Kruskala-Wallisa. Wynikowa p-wartość uzyskana w wyniku testu wyniosła 0,691. Wykazała ona 

zatem, że badani nie mają preferencji w kontekście czy wolą listy układane przez zaproponowany algo-

rytm, czy listy układane w kolejności losowej. Następnie przeprowadzony został test, mający sprawdzić 

czy ankietowani słyszeli różnicę pomiędzy algorytmami. W tym celu obliczono test 𝜒2 oraz test post-

hoc, który polegał na wielokrotnym testowaniu poszczególnych par zmiennych za pomocą testu 𝜒2. 

Obliczono w ten sposób macierz p-wartości, która pozwalała na stwierdzenie czy różnice częstości wy-

boru danej odpowiedzi są istotne statystyczne. Także tutaj zastosowano poprawkę na wielokrotne testo-

wanie metodą Simesa-Hochberga [18]. Wyniki uzyskane dla ogółu badanych przedstawiono w tabeli 

6.1 oraz na rysunku 6.1. 

 

Tabela 6.1 Macierz testu post-hoc bazującego na teście 𝜒2 uzyskana w analizie ogółu badanych. Pogrubioną 

czcionką oznaczono p-wartości mniejsze od poziomu istotności (0,05). 

Ocena -2 -1 0 1 2 

-2 - 1 0.267 1 1 

-1 1 - 0.352 1 1 

0 0,267 0,352 - 0,011 0,005 

1 1 1 0,011 - 1 

2 1 1 0,005 1 - 

 

Wykres pudełkowy z rysunku 6.1 potwierdza, że ogół ankietowanych nie miał preferencji względem 

tego, jaki algorytm układa utwory na odsłuchiwanych przez nich listach odtwarzania. Jednak histogram 

odpowiedzi oraz istotność niektórych częstości wybierania odpowiedzi pomiędzy zerem a pozostałymi 

ocenami sugeruje, że ankietowani mogli słyszeć różnicę pomiędzy algorytmami. Część ankietowanych 

w tym przypadku jednak preferowała losowy układ list i dlatego w ogólnym ujęciu żaden algorytm nie 

jest faworyzowany. Taka obserwacja spowodowała, że przeprowadzone zostały analizy we wszystkich 

możliwych podgrupach wyznaczonych za pomocą zebranych w ankiecie informacji o osobach ankieto-

wanych. 

Jedną z przeprowadzonych w ten sposób analiz wykonano dla osób, które nie posiadają żadnego 

doświadczenia zawodowego w branży audio. Jej efekty zwizualizowano na rys. 6.2. Test post-hoc ba-

zujący na teście 𝜒2 wykazał, że żadna z różnic widocznych na rys. 6.2 nie jest istotna statystycznie. Stąd 

można wnioskować, że ankietowani zaznaczali wszystkie możliwe odpowiedzi z podobną częstością. 

Można założyć, że brak doświadczenia zawodowego, a tym samym wytrenowania słuchu i prawdopo-

dobnie związanego z tym wypracowania wrażliwości na pewne aspekty związane z percepcją muzyki 
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wiąże się z brakiem postrzegania zmian nastroju utworów, itp., stąd ankietowani nie preferowali żad-

nego z przedstawionych algorytmów. 

 

Rysunek 6.1 Histogram uzyskany po analizie wyników uzyskanych dla ogółu badanych testem 𝜒2 oraz zo-

brazowanie odpowiedzi wykresem pudełkowym. 

 

Rysunek 6.2 Histogram uzyskany po analizie wyników w grupie osób bez doświadczenia w branży audio 

testem 𝜒2 oraz zobrazowanie odpowiedzi wykresem pudełkowym. 

Zbadano również preferencje badanych, którzy deklarowali przynajmniej podstawowe doświadcze-

nie w branży audio. W tym wypadku również nie można było stwierdzić, który sposób układania list 

odtwarzania jest lepszy na podstawie mediany uzyskanych przez algorytm ocen. Jednakże możliwe było 

stwierdzenie, że badani słyszą różnice między prezentowanymi listami odtwarzania, ale ich preferencje 

są różne. Różnice w częstości zaznaczania odpowiedzi 0 względem dowolnej innej odpowiedzi są bo-

wiem istotne statystycznie. Wyniki zobrazowano w tabeli 6.2 oraz na rysunku 6.3. 

Tabela 6.2 Macierz testu post-hoc bazującego na teście 𝜒2 uzyskana w analizie badanych deklarujących 

przynajmniej podstawowe doświadczenie w branży audio. Pogrubioną czcionką oznaczono p-wartości mniejsze 

od poziomu istotności. 

Ocena -2 -1 0 1 2 

-2 - 1 0,008 1 1 
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-1 1 - 0,031 1 1 

0 0,008 0,0314 - 0,005 0,0003 

1 1 1 0,005 - 1 

2 1 1 0,0003 1 - 

 

 

 
  

Rysunek 6.3 Histogram uzyskany po analizie wyników w grupie osób deklarujących doświadczenie w branży 

audio testem 𝜒2 oraz zobrazowanie odpowiedzi wykresem pudełkowym 

6. WNIOSKI I PODSUMOWANIE  

Zaprezentowany algorytm układa listy odtwarzania zgodnie z opisanymi wcześniej założeniami pro-

jektowymi. Uzyskane efekty zostały przetestowane za pomocą testów odsłuchowych. Przeprowadzone 

testy subiektywne i ich analiza statystyczna pozwoliła na obserwację, że badani nie mający doświad-

czenia w branży audio najprawdopodobniej nie słyszą różnic pomiędzy prezentowanymi im listami od-

twarzania. Natomiast w grupie osób zainteresowanych technologią audio i pracujących zawodowo w 

branży audio udało się zaobserwować, że część osób preferuje sposób układania list odtwarzania reali-

zowany przez zaprezentowany algorytm, a druga grupa preferowała listy ułożone poprzez zwykłe loso-

wanie kolejności. Wniosek ten jest możliwy do wysunięcia po analizie częstości wyboru odpowiedzi 0, 

która wskazuje na brak słyszenia różnic pomiędzy prezentowanymi listami utworów, układanymi przez 

różne algorytmy. Praktycznym skutkiem tej obserwacji może być na przykład wniosek, że proponowany 

algorytm może być np. elementem algorytmu układania list w inteligentnym odtwarzaczu muzyki, ale 

jednocześnie zalecane jest, aby użytkownik takiego odtwarzacza miał kontrolę nad tym czy utwory są 

układane w kolejności losowej, czy zaproponowanej przez algorytm. 

Interesującym kierunkiem badań w przyszłości jest sposób, w jaki badani słuchają muzyki. W tym 

kontekście, aby podjąć próbę zobiektywizowania tego typu testu odsłuchowego, należałoby wykorzy-

stać utwory i gatunki muzyczne mniej znane, tzn. tylko takie powinny znaleźć się na prezentowanych 

listach. W dalszych eksperymentach można by zaproponować przygotowanie testu odsłuchowego, w 

którym zadaniem słuchaczy byłoby ułożenie utworów wg zadanego kryterium dopasowania początków 

i końców utworów i porównanie tych typowań z listą wygenerowaną przez opracowany algorytm. 

  



XVIII Sympozjum Nowości w Technice Audio i Wideo 

 

10 

BIBLIOGRAFIA 

[1] BERTIN-MAHIEUX, T.; ELLIS, D. P. W.; WHITMAN, B.; LAMERE, P.: The Million Song Dataset. In: In Pro-

ceedings of the 12th International Society for Music Information Retrieval Conference (2011). 

[2] BŁAŻEJCZYK, W.: Postawy kompozycji muzycznej dla wykonawców - materiały pomocnicze. 

[3] DARST, B.F.; MALECKI, K.C; ENGELMAN, C.D. Using recursive feature elimination in random forest to 

account for correlated variables in high dimensional data. BMC Genet 19, 65 (2018). 

HTTPS://DOI.ORG/10.1186/S12863-018-0633-8 

[4] DIEDERIK P. KINGMA and WELLING M. (2019), "An Introduction to Variational Autoencoders", Founda-

tions and Trends® in Machine Learning: Vol. 12: No. 4, pp 307-392. http://dx.doi.org/10.1561/2200000056 

[5] DJ top tips. URL https://www.djtoptips.com/create-best-dj-set/. – data dostępu 2020-08-01. 

[6] GÉRON, A.: Hands-On Machine Learning with Scikit-Learn and TensorFlow: Concepts, Tools, and Tech-

niques to Build Intelligent Systems: O’Reilly Media, 2017. 

[7] GHIAS, A.; LOGAN, J.; CHAMBERLIN, D.; SMITH, B. C.: Query by humming (1995), pp.  231–236. 

[8] GTZAN - baza danych. URL http://marsyas.info/downloads/datasets.html. - data dostępu 2020-05-15. 

[9] GÓRECKI, T.; Podstawy statystyki z przykładami w R, BTC, 2011. 

[10] HOFFMANN, P.; KOSTEK, B.: Koncepcja korekcji sygnału dźwiękowego z uwzględnieniem charaktery-

styk częstotliwościowych pomieszczenia oraz gatunku muzycznego. In: Zeszyty Naukowe Wydziału Elektro-

techniki i Automatyki Politechniki Gdańskiej (2016), Nr. 51, pp. 63–66. 

[11] ITU: BS.1284-1 General methods for the subjective assessment of sound quality. In: Intern. Telecom. 

Union Radiocom. Sector (2003), pp. 1–13. 

[12] JONES, E.; OLIPHANT, T.; PETERSON, P.: SciPy: Open Source Scientific Tools for Python. URL 

http://www.scipy.org/. data dostępu 2020-08-15. 

[13] KIM, A.; PARK, S.; PARK, J.; HA, JUNG-WOO; KWON, TAEGYUN; NAM, JUHAN: Automatic DJ Mix Gen-

eration Using Highlight Detection. In:, 2017. 

[14] Latin Music Databse. URL https://sites.google.com/site/carlossillajr/resources/the-latin-music-database-

lmd. data dostępu 2020-05-09. 

[15] MPEG 7. URL http://mpeg.chiariglione.org/standards/mpeg-7. Data dostępu 2020-08-16. 

[16] PIETRUSIŃSKA, K. Opracowanie algorytmu do automatycznego układania list odtwarzania utworów mu-

zycznych, Praca dyplomowa magisterska, Katedra Systemów Multimedialnych, Wydział ETI, Politechnika 

Gdańska (promotor: B. Kostek, konsultant: A. Kurowski) (2020). 

[17] PROKHOROV, V., SHAREGHI, E., LI, Y., PILEHVAR, M. T., COLLIER, N. (2019). On the importance of the 

Kullback-Leibler divergence term in variational autoencoders for text generation. arXiv preprint 

arXiv:1909.13668. 

[18] SIMES, R. J., An improved Bonferroni procedure for multiple tests of significance, Biometrika, Volume 

73, Issue 3, December 1986, Pages 751–754, https://doi.org/10.1093/biomet/73.3.751. 

[19] SPORKA, A. J & VALTA, J (2017) Design and implementation of a non-linear symphonic soundtrack of a 

video game, New REVIEW of Hypermedia and Multimedia, 23:4, 229-246, DOI: 

10.1080/13614568.2017.1416682. 

[20] Spotify. URL https://www.spotify.com/pl/. data dostępu 2020-07-18. 

[21] TZANETAKIS, GEORGE; COOK, PERRY: Musical genre classification of audio signals. In: IEEE Transac-

tions on Speech and Audio Processing vol. 10 (2002), Nr. 5, pp. 293–302. 

[22] VAN DEN OORD, AARON; DIELEMAN, SANDER; SCHRAUWEN, BENJAMIN: Deep content-based music rec-

ommendation. In: BURGES, C. J. C.; BOTTOU, L.; WELLING, M.; GHAHRAMANI, Z.; WEINBERGER, K. Q. 

(eds.): Advances in Neural Information Processing Systems 26: Curran Associates, Inc., 2013, pp. 2643–

2651. 

AUTOMATIC CREATION OF PLAYLISTS OF MUSIC TRACKS 

The aim of the work is to design an algorithm to automatically arrange the order of musical pieces and thus 

create one long mix consisting of them. The algorithm selects songs on the basis of the similarity of the ending 

and opening fragments of the songs. This similarity is calculated using the Euclidean distance between the param-

eter vectors computed by the autoencoder and on the basis of data clustering. This way of arranging the songs 

ensures the continuity of the list. The quality of the results is verified employing listening tests by comparing 

automatically generated lists with those arranged randomly. 
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